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Resumo O interesse crescente na aplicação da aprendizagem de máquina (AM) 
na moda destaca a importância do uso de dados rotulados para desenvolver 
modelos, facilitando a replicação de pesquisas e automatizando a análise de 
novos dados, como imagens de desfiles de moda disponíveis online. Apesar 
dessa necessidade, poucos estudos, especialmente no Brasil, exploram me-
todologicamente a interseção entre moda e AM. Esta pesquisa visa oferecer 
uma visão geral das bases de dados online para treinamento de modelos de 
AM. Uma revisão sistemática identificou 26 artigos que utilizam essas bases 
de dados, como Fashion-MNIST e DeepFashion2. A análise de conteúdo reve-
lou que essas bases, incluindo Polyvore e Fashion Image Dataset, têm aplica-
ções diversas, destacando o potencial transformador da AM na moda e incen-
tivando inovações em design, produção e marketing na indústria da moda.
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Exploring databases for training models in machine learning in the Fashion industry

Abstract Growing interest in applying machine learning (ML) to fashion highlights 
the importance of using labeled data to develop models, facilitating research rep-
lication, and automating the analysis of new data, such as fashion show images 
available online. Despite this need, few studies, especially in Brazil, methodolog-
ically explore the intersection between fashion and AM. This research aims to 
provide an overview of online databases for training ML models. A systematic 
review identified 26 articles that use these databases, such as Fashion-MNIST 
and DeepFashion2. Content analysis revealed that these databases, including 
Polyvore and Fashion Image Dataset, have diverse applications, highlighting the 
transformative potential of AM in fashion and encouraging innovations in de-
sign, production, and marketing in the fashion industry.

Keywords Machine Learning in Fashion, Artificial intelligence, Technological innova-
tion, Data base, Supervised learning.

Exploración de bases de datos para la formación de modelos de aprendizaje auto-
mático en la industria de la moda

Resumen El creciente interés en aplicar el aprendizaje automático (ML) a la moda de-
staca la importancia de utilizar datos etiquetados para desarrollar modelos, facilitando 
la replicación de la investigación y automatizando el análisis de nuevos datos, como las 
imágenes de desfiles de moda disponibles en línea. A pesar de esta necesidad, pocos estu-
dios, especialmente en Brasil, exploran metodológicamente la intersección entre moda y 
AM. Esta investigación tiene como objetivo proporcionar una descripción general de las 
bases de datos en línea para entrenar modelos de ML. Una revisión sistemática identi-
ficó 26 artículos que utilizan estas bases de datos, como Fashion-MNIST y DeepFashion2. 
El análisis de contenido reveló que estas bases de datos, incluidas Polyvore y Fashion 
Image Dataset, tienen diversas aplicaciones, destacando el potencial transformador de 
la fabricación aditiva en la moda y fomentando innovaciones en diseño, producción y 
marketing en la industria de la moda.

Palabras clave Machine Learning en Moda, Inteligencia Artificial, Innovación tecnológi-
ca, Bases de Datos, Aprendizaje supervisado.
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Introdução

A Inteligência Artificial (IA) é um tópico com uma longa história, 
especialmente quando consideramos seu desenvolvimento científico, téc-
nico e tecnológico até chegar nas suas aplicações contemporâneas (Haen-
lein; Kaplan, 2019; Muthukrishnan, 2020). Ainda que compreendamos esse 
cenário, podemos observar que, nos últimos anos, tal área tem despertado 
um crescente interesse, influenciado pelo uso e pela curiosidade geradas 
por artefatos digitais como ChatGPT e MidJourney. Nesse sentido, a IA tem 
se tornado cada vez mais uma realidade, ocorrendo graças a estudos que 
a empregam na resolução de diversos problemas sociais, destacando sua 
importância como campo de estudo e sua promessa de automação em vá-
rias indústrias e nas comunidades de maneira geral (Lu, 2019, Taherdoost; 
Madanchian, 2023).

Nesse contexto, a indústria da moda, como uma expressão cultural e 
econômica proeminente, reflete as dinâmicas sociais (Lipovetsky, 2009; Mi-
randa, 2019) e as mudanças tecnológicas em andamento (Sun; Zhao, 2018; 
Lee, 2022). Nas últimas décadas, tem ocorrido um notável encontro entre os 
interesses da moda e o potencial da inteligência artificial (Luce, 2018; Giri et 
al., 2019; Gu et al., 2020; Castro et al., 2023), com foco especial nas técnicas e 
aplicações da Aprendizagem de Máquina (AM) (Rathore, 2017, Sulthana et al., 
2021). Essa convergência de campos cria um ambiente rico em oportunidades 
de pesquisa e inovação (Luce, 2018), abordando desde a análise de atributos 
de design em imagens (Cui, 2022, Peng et al., 2022) até a identificação ágil de 
tendências (Chang et al., 2021, Getman et al., 2021) e o aprimoramento de 
sistemas de recomendação (Chakraborty et al., 2021; Yang, 2022).

A AM, como um subcampo da IA, fornece métodos e técnicas para 
extrair conhecimento e automatizar processos complexos a partir de gran-
des conjuntos de dados (Shinde; Shah, 2018). Na moda, esse subcampo se 
mostra particularmente relevante, permeando várias etapas da cadeia de 
valor da indústria e permitindo melhorias na eficiência operacional, perso-
nalização de produtos e compreensão aprofundada das tendências de mer-
cado (Luce, 2018). Além de estender a otimização de processos de pesquisas, 
acadêmicas ou industriais, ao facilitar a identificação de atributos do design 
em desfiles de Moda a partir de imagens.

A aprendizagem supervisionada, dentro do campo da AM, é um 
dos paradigmas essenciais (Huyen, 2022) e uma das mais empregados na 
conformação de modelos aplicados a Moda. Nesse contexto, um algoritmo 
é treinado com um conjunto de dados que já possui exemplos rotulados. 
Esses rótulos funcionam como orientações para o modelo, permitindo-lhe 
aprender a mapear entradas para saídas desejadas (Huyen, 2022). De tal ma-
neira, entendemos que é como ensinar a uma IA a maneira de se realizar 
uma tarefa específica, fornecendo exemplos claros e etiquetados/rotulados 
(Huyen, 2022). Esse método é particularmente valioso em aplicações onde 
se deseja prever, classificar ou tomar decisões com base em dados históri-
cos, isto é, que já um conhecimento estabelecido e que poderá servir para a 
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construção de um modelo (Bertolini et al., 2021), como em diagnósticos mé-
dicos, detecção de fraudes em transações financeiras ou reconhecimento de 
padrões em imagens – na Moda, por exemplo, pode-se utilizar na conforma-
ção de modelos de previsão de tendências com base em imagens de desfiles 
de estações passadas (Zhang et al., 2018; Getman et al., 2020).

Apesar do crescente interesse e das inúmeras aplicações que podem 
ser observadas, a literatura científica carece de uma exploração mais ampla 
do potencial que os trabalhos sobre aprendizagem de máquina podem for-
necer para os pesquisadores da Moda, automatizando processos de análise e 
tornando-os mais efetivos e orientados. Portanto, este estudo tem por obje-
tivo apresentar uma visão geral dos bases de dados disponíveis de maneira 
digital e que, por sua vez, podem servir para treinamento de modelos de AM.

Aprendizagem de máquina supervisionada: 
relevãncia dos bases de dados e rotulagem

O aprendizado de máquina representa uma disciplina fundamental 
na era da inteligência artificial (IA). Trata-se de uma abordagem computa-
cional que visa permitir que sistemas computacionais aprendam com dados 
e experiências passadas, permitindo-lhes tomar decisões, fazer previsões 
ou executar tarefas específicas sem serem programados para cada situação 
(Mahesh, 2020). Este campo abrange vários conceitos e atributos essenciais 
que moldam sua compreensão e aplicação. (Stuart; Norvig, 2009).

Basicamente, o aprendizado de máquina é baseado em algoritmos 
e modelos matemáticos que permitem aos sistemas identificarem padrões 
e tendências nos dados. Um dos pilares fundamentais é a divisão em dois 
tipos principais de aprendizagem: supervisionada e não supervisionada1. 
Na aprendizagem supervisionada, o modelo é treinado em dados rotula-
dos, onde cada exemplo possui um rótulo ou saída desejada, com o objetivo 
de aprender como mapear entradas em saídas. Na aprendizagem não su-
pervisionada, o modelo explora dados sem rótulos, identificando padrões, 
estruturas ou grupos intrínsecos sem orientação de resultados conhecidos 
(Stuart; Norvig, 2009; Alloghani et al., 2019; Huyen, 2022).

Como nosso foco, a aprendizagem supervisionada implica treinar 
um algoritmo com um conjunto de dados previamente rotulados, onde os 
rótulos atuam como direcionadores para o modelo, permitindo-lhe apren-
der a mapear entradas para saídas desejadas (Huyen, 2022). Em outras pala-
vras, trata-se de instruir uma IA na execução de tarefas específicas, forne-
cendo exemplos claros e rotulados, que a levarão a entender a dinâmica que 
existe entre as variáveis (Huyen, 2022).

A aprendizagem supervisionada destaca-se pela sua aplicação em 
previsões, classificações e tomadas de decisões baseadas em dados histó-
ricos (Bertolini et al., 2021), sendo valiosa na Moda, onde a interseção en-
tre dinâmicas sociais, tecnologia e inteligência artificial otimiza processos 
produtivos e criativos (Luce, 2018; Giri et al., 2019; Gu et al., 2020; Castro 
et al., 2023). Na construção de modelos para a moda dentro da aprendiza-

1. É relevante mencionar que há 

outros processos de aprendizagem 

de máquina, tais como os semi-

supervisionadas, ou de aprendizagem 

reforçada (Huyen, 2022), no 

entanto, atemo-nos a comentar 

dos dois métodos principais.
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gem supervisionada, a escolha cuidadosa de algoritmos e parâmetros exige 
intervenção humana (Haenlein; Kaplan, 2019; Muthukrishnan, 2020), des-
tacando-se pela eficácia em campos nos quais o conhecimento humano é 
crucial na modelagem (Lu, 2019; Taherdoost; Madanchian, 2023).

Ao considerarmos esse contexto, ressaltamos o conceito de rotu-
lagem dos dados, que está intimamente relacionado à aprendizagem de 
máquina supervisionada e a própria elaboração dos bases de dados. Como 
explica Huyen (2022), dado a quantidade de estudos que empregam apren-
dizagem supervisionada, o desempenho de um modelo de AM continua a 
depender consideravelmente da qualidade e quantidade dos dados rotula-
dos nos quais é treinado, e isso pode variar consideravelmente ao se enten-
der a natureza dos dados utilizados. Dentre as possibilidades de rotulagem, 
o autor supramencionado (2022) menciona a rotulagem manual e a natural, 
conceitos que iremos explorar a seguir. 

Segundo Huyen (2022), a rotulagem manual implica o envolvimento 
humano direto na atribuição de rótulos aos dados, demandando a experi-
ência de indivíduos capazes de analisar e categorizar a informação com cui-
dado. Alguns pesquisadores optam por usar designers de moda experien-
tes ou estudantes da área (Guan; Qin; Long, 2019) para essa tarefa, visando 
mitigar enviesamentos e aproximar o banco de dados da realidade. Apesar 
do tempo e esforço consideráveis, essa abordagem assegura alta precisão, 
sendo aplicada em situações que demandam julgamento humano devido à 
complexidade da tarefa (Huyen, 2022). Em contrapartida, a rotulagem na-
tural extrai rótulos de dados gerados organicamente, como interações de 
usuários e comportamentos online. Embora menos precisa que a rotulagem 
manual, esse método captura a natureza contextual e dinâmica dos dados 
do mundo real, proporcionando uma perspectiva mais abrangente e adap-
tável durante o treinamento do modelo (Huyen, 2022). 

Por isso, uma das formas de conter tais adversidades, reside na ado-
ção de bases de dados já existentes e disponíveis em repositórios digitais, 
tais como o GitHub, à medida que estes costumam ter um volume de dados 
consideravelmente amplo – muitas vezes com mais de 100.000 imagens, já 
rotuladas quanto a elementos de linguagem visual e atributos de vestuário 
(Xiao; Rasul; Vollgraf, 2017). Huyen (2022, p. 118, tradução nossa) comenta 
que “É uma boa prática acompanhar a origem de cada uma de suas amostras 
de dados, bem como seus rótulos, uma técnica conhecida como linhagem 
de dados. A linhagem de dados ajuda a sinalizar possíveis preconceitos em 
seus dados e a depurar seus modelos”. Além disso, tais bases de dados cos-
tumam ser submetidos a diversos rodadas de avaliação e revisão, por dife-
rentes pesquisadores ao redor do mundo.

Materiais, métodos e dados

A consecução dos objetivos propostos envolveu uma análise sis-
temática da literatura, sob a ótica da revisão de escopo metodológico dos 
artigos, visando fornecer uma visão das bases de dados adotadas na litera-
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tura existente sobre aprendizagem de máquina aplicada à Moda (Arksey; 
O’Malley, 2005; Paré et al., 2015). O processo de mapeamento e análise 
compreendeu seis etapas: seleção das bases de dados, escolha das pala-
vras-chave, busca efetiva dos estudos, revisão dos títulos, resumos e pala-
vras-chave, exclusão de estudos não alinhados às especificidades propos-
tas e uma leitura paralela para excluir textos completos não relacionados 
ao tema pesquisado.

Optamos por três bases de dados amplamente utilizadas: “Scopus”, 
“Web of Science” (Martín-Martín et al., 2021) e “Scielo” (Packer, 2009). 
Dada a natureza do financiamento desta pesquisa pela Coordenação de 
Aperfeiçoamento de Pessoal de Nível Superior (CAPES), órgão brasileiro de 
fomento à pesquisa, acrescentamos eticamente a base de dados “Portal de 
Periódicos Capes”, a maior base de dados brasileira, proporcionando acesso 
gratuito a diversas publicações e artigos científicos em instituições nacio-
nais de ensino superior (Cendon; Ribeiro, 2008). Nesse contexto, a liberação 
de acesso às bases de dados Scopus e Web of Science foi viabilizada pelo 
Portal de Periódicos Capes. Apesar de serem recursos valiosos para revisões 
sistemáticas, vale ressaltar que vários artigos não estavam disponíveis em 
nenhuma das bibliotecas online, resultando em sua exclusão subsequente.

Com o intuito de identificar os bases de dados presentes nos estudos 
sobre aprendizagem de máquina e Moda, para a busca dos artigos, adota-
mos termos genéricos como marcadores, mas que fossem capazes de refle-
tir a essência da pesquisa. Portanto, criamos um marcador para localizar 
artigos que incluíssem o termo “machine learning” e “fashion” ou “fashion 
design” nos títulos, resumos ou palavras-chave dos artigos mapeados. Os 
termos utilizados foram:

1. “machine learning”
2. “fashion” OR “fashion design”

Combinamos os itens 1 e 2 com um operador booleano “AND” para 
recuperar estudos que contivessem o item 1 agregado a pelo menos um dos 
termos do item 2. Aplicamos esses marcadores em cada biblioteca digital se-
paradamente e registramos os resultados em planilhas do Microsoft Excel. 
O mapeamento dos artigos foi concluído em setembro de 2023, englobando 
trabalhos produzidos até agosto do mesmo ano. A primeira busca resultou 
em 2500 artigos, aos quais aplicamos três filtros de exclusão: (1) remoção de 
artigos duplicados ou não relacionados ao tema (-2403); (2) exclusão de arti-
gos retirados por má conduta das plataformas de publicação, indisponíveis 
online, fora do escopo ou não produzidos em inglês (-16); (3) trabalhos que 
empregam base de dados disponíveis na internet para construção dos mo-
delos de aprendizagem de máquina (-55). Ao final, selecionamos 26 artigos 
para análise completa (Tabela 1).

Para a etapa de análise do escopo metodológico dos artigos, adotamos 
uma perspectiva qualitativa, considerando o conteúdo dos trabalhos. De tal 
forma, utilizaremos como estratégia a revisão narrativa e estudo de múltiplos 
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casos, visando explorar exclusivamente as bases de dados empregadas nos 
artigos mapeados, evidenciando casos, aplicações e potencialidades, abarcan-
do também informações externas as apresentadas nos trabalhos mapeados.

Biblioteca digital Busca Filtro 1 Filtro 2 Filtro 3

Scopus 1433 49 34 8

Web of Science 952 17 17 3

Portal de 
Periódicos Capes

115 31 30 15

Scielo 0 - - -

Total 2500 97 81 26

Ciência livre na moda: explorando bases 
de dados em acesso aberto

Nesta pesquisa propomos uma análise volta para os artigos que 
apresentam base de dados em acesso aberto durante a conformação dos 
modelos de aprendizagem que apresenta em sua estrutura. Nisso, obser-
vamos que todos os 26 artigos mapeados apresentam menção a pelo me-
nos uma base de dados em acesso aberto, totalizando 35 bases de dados, 
sendo 26 destas diferentes entre si. Percebemos a pulverização de bases de 
dados disponíveis, abrindo margem para diferentes abordagens projetuais. 
Outrossim, identificamos que a base de dados mais utilizada pelos pesqui-
sadores é a Fashion-MNIST (6), seguida pela Polyvore (4), DeepFashion2 (3) 
e Fashion Product Images Dataset (2) (Tabela 2), as demais, trata-se de di-
ferentes outras bases de dados, ou variações anteriores das mencionadas.

Base de dados Quant. %

Fashion-MNIST 6 17,14%

Polyvore 4 11,43%

DeepFashion2 3 8,57%

Fashion Product lmages dataset 2 5,71%

Outras 20 57,14%

Clothing Co-Parsing (CCP) dataset, COCO dataset, DeepFashion-C, iMaterialist, Fashion1000, 
Fashion data, Clothing attribute dataset, DeepFashion-C2S, Street2Shop, DeepFashion, Farfetch 
dataset, Fashion dataset, CIFAR10, CIFAR100, Tiny lmageNet, SHIFT15m dataset, shopping100k, 
Street Fashion Styte dataset, StreetStyle, TILDA database

Assim sendo, a base de dados mais empregada é denominada de 
Fashion-MNIST, criada em 2017 a partir de imagens da varejista Zalando, 
empresa alemã de Moda. De acordo com seus codificadores, Xiao, Rasul e 
Vollgraf (2017),i a base de dados é composta por um conjunto de treina-
mento de 60.000 exemplos (imagens de produtos de Moda) e um conjunto 
de teste de 10.000 exemplos. Cada exemplo é uma imagem em tons de cinza 

Tabela 1 Base de dados, quantidade 

de artigos e filtros aplicados na 

revisão sistemática da literatura 

Fonte Elaborado pelos autores de 

acordo com os dados da pesquisa, 2017

Tabela 2 Base de dados em 

acesso aberto utilizadas na 

proposição de modelos de AM

Fonte Elaborado pelos autores de 

acordo com os dados da pesquisa
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28x28, associada a um rótulo de 10 classes. Os rótulos em questão se trata 
especificamente de t-shirt, calças, pulôver, vestido, casaco, sandália, cami-
sa, tênis, bolsa e bota de tornozelo (Figura 1A).

Tal base de dados é comumente empregada na classificação de ima-
gens de produtos de Moda, de tal forma que se torne possível otimizar reco-
mendação em aplicações web ou aplicativos de compra, pautado em espe-
cial no reconhecimento do tipo de produto. Na plataforma Kaggleii, voltado 
para competição em ciência de dados, tem uma nota de usabilidade de 8.53, 
influenciado negativamente pela infrequência de atualização das imagens, 
tornando-as obsoletas/datadas. No entanto, trata-se de uma das bases de 
dados mais baixadas na plataforma, com cerca de 2227 códigos envolvidos e 
177.000 downloads realizados.

Nos estudos analisados, a base de dados é comumente utilizada para 
aprimorar a precisão na classificação de imagens, geralmente através da combi-
nação de diferentes algoritmos associados ao Fashion-MNIST. Os pesquisadores 
buscam alcançar melhores resultados por meio de comparações entre modelos. 
Yian e Kyung-shik (2019) propuseram o uso de Redes Neurais Convolucionais 
Hierárquicas (H-CNN) na classificação de vestuário, concluindo que o H-CNN 
demonstra melhor desempenho nessa tarefa. Desta forma, acreditamos que a 
complexidade na classificação de imagens de vestuário pode ser superada ao 
considerar a estrutura hierárquica das redes neurais convolucionais (CNN). No 
mesmo contexto, Liu et al. (2020) introduziram dois algoritmos de classificação 
associados ao Fashion-MNIST, obtendo resultados satisfatórios, destacando-se 
pela capacidade de classificar produtos de maneira rápida e precisa. 

No mesmo contexto, os trabalhos de Rohrmanstorfer, Komarov e 
Mödritscher (2021), Vijayaraj et al. (2022) e Shin, Jo e Wang (2023) emprega-

Figura 1 Exemplo de imagens 

disponíveis na base de dados 

Fashion-MNIST para treino (A) 

e utilização do modelo durante 

classificação de produtos (B)

Fonte Xiao, Rasul e Vollgraf (2017) 

(A) e Rohrmanstorfer, Komarov 

e Mödritscher (2021) (B)
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ram o Fashion-MIST na conformação de algoritmos de AM pautado em CNN, 
buscando classificar atributos visuais de um novo conjunto de produtos de 
Moda (Figura 1B), sendo eles imagens de websites de compra (Rohrmans-
torfer, Komarov e Mödritscher, 2021) ou desfiles de moda (Vijayaraj et al., 
2022; Shin; Jo; Wang, 2023). Dentre os achados, ressaltamos que os autores 
descobriram que roupas mais visualmente distintas, como calças, sapatos e 
chapéus, foram mais bem classificadas do que outras roupas relacionadas 
a parte superior do corpo (Rohrmanstorfer; Komarov; Mödritscher, 2021). 
Outrossim, Sipper (2022) propôs um sistema de classificação de imagem 
hierárquico, pautado em aprendizagem profunda, utilizando como teste o 
base de dados do Fashion-MNIST. O autor encontra resultados satisfatórios 
e aplicáveis na produção industrial.

A segunda base de dados em acesso aberto mais utilizada é denomi-
nada de Polyvoreiii, criada por volta de 2017, a partir das imagens de pro-
dutos de Moda que foram carregadas no websiteiv de mesmo nome, pelos 
próprios usuários, como uma espécie de Pinterest, em que os usuários pro-
põem combinações de produtos. De acordo com seus codificadores (Han et 
al., 2017), a base de dados possui 21.889 imagens de roupas do Polyvore.
com, das quais 17.316 são para treinamento, 1.497 para validação e 3.076 
para teste. As imagens se trata de peças individuais, coloridas, aliadas a di-
ferentes combinações encontradas no próprio website, com uma descrição 
simples dos elementos e atributos dos produtos em questão (Figura 2A). 

Assim como o Fashion-MNIST, este banco de dados visa ser um 
treinamento para a classificação de produtos de Moda, associando-os a 
descrições textuais para aprofundar o reconhecimento e a categorização. 
Tautkute et al. (2019) propõem um mecanismo multimodal que combina re-
ferências visuais e textuais da Polyvore para recuperar itens esteticamente 
semelhantes, contribuindo para recomendações em e-commerce e ativida-
des de stylists (Figura 2B). Liu et al. (2019) criam a base de dados Fashion-
VC+, utilizando referências visuais e textuais da Polyvore, identificando a 
necessidade de aprimorar a combinação de produtos por meio de pesquisa 

Figura 2 Exemplo de imagens 

disponíveis na base de dados 

Polyvore para treino (A) e utilização 

do modelo durante classificação 

de produtos de Moda (B)

Fonte Han et al. (2017) (A) e 

Tautkute et al. (2019) (B)
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com especialistas em Moda. Peng et al. (2022) e Cui (2022) usam a base de 
dados da Polyvore na criação ou teste de sistemas de recomendação, explo-
rando algoritmos, inclusive não supervisionados, para propostas de siste-
mas de baixo custo e menor taxa de erros de rotulagem (Peng et al., 2022).

A terceira base de dados mais utilizada é denominado de Deep-
Fashion2 , criada em 2019 a partir de um conjunto de imagens de produtos 
de empresas online de Moda. De acordo com Ge et al. (2019), o grupo de 
codificadores, contém 491.000 imagens de diversas, curadas a partir de 13 
categorias de roupas populares, tanto de lojas comerciais quanto de consu-
midores. Possui um total de 801 mil itens de vestuário, onde cada item em 
uma imagem é rotulado com escala, oclusão, zoom, ponto de vista, catego-
ria, estilo, caixa delimitadora, pontos de referência densos e máscara por 
pixel. A rotulagem das imagens torna capaz do modelo reconhecer diferen-
tes tamanhos das peças e mangas (Figura 3A e Figura 3B). Também não há 
métricas disponíveis no Kaggle para metrificar seu alcance.

Na abordagem de Kim et al. (2022), a utilização do DeepFashion2v 
concentra-se no reconhecimento de estilos de produtos, propondo um sis-
tema automatizado para medir tamanhos de roupas por meio de modelos 
de aprendizagem profunda e dados de nuvem de pontos. Eles empregaram 
as rotulagens de estilo disponíveis na base de dados, focando em cinco cate-
gorias: top de manga curta, top de manga longa, shorts, calças e saia (Kim et 
al., 2022). Chang e Zhang (2022) aplicam a base de dados em conjunto com o 
algoritmo YOLOv5 para uma classificação eficiente de produtos, alcançando 
resultados satisfatórios e rápidos com base nos dados da DeepFashion2. Por 
outro lado, Fontanini e Ferrari (2022) propõem um modelo de aprendiza-
gem de transferência utilizando a base de dados para modificar estilos e 
elementos da linguagem visual de produtos de Moda, mantendo a forma 
anterior. Os resultados, com alta acurácia, indicam aplicabilidade quando o 
consumidor deseja realizar alterações visuais em um produto com base em 
uma referência pré-estabelecida por ele.

Figura 3 Exemplo de imagens 

disponíveis na base de dados 

DeepFashion2 para treino (A) e 

utilização do modelo durante 

classificação de produtos de Moda (B)

Fonte Ge et al. (2019)
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Algumas variações da DeepFashion2 incluem DeepFashion-C, Deep-
Fashion-C2S e DeepFashionvi. As mudanças com relação a analisada se trata 
de versões com menos ou mais quantidade de imagens, outros tipos de ima-
gens ou a inclusão/exclusão de rótulos classificadores.

A quarta base de dados mais utilizada é denominada de Fashion 
Product Images datasetvii, sendo esta disponível em duas versões, uma com-
pleta, e uma reduzida, com esta última com um intuito mais didático e de 
teste, para quem não deseja iniciar com uma base de dados tão ampla. Ao 
contrário das anteriores, esta base de dados não foi proposta a partir da 
coleta digital de imagens, mas construída com imagens profissionais, do 
próprio codificado. Portanto, de acordo com o autor (Aggarwal, 2024), além 
de imagens de produtos de alta resolução tiradas profissionalmente (Figura 
4A), a base de dados também tem vários atributos de rotulagem que des-
crevem o produto que foi inserido manualmente durante a catalogação. 
Outrossim, também se pode encontrar um texto descritivo que comenta as 
características do produto, auxiliando em sua detecção e classificação com 
base em imagem, acrescido a informações textuais (Aggarwal, 2024). A base 
de dados é composta por itens de diferentes categorias, passando por ves-
tuário, acessórios, calçados, cuidado pessoal, entre outros. 

Nos artigos estudados, os autores utilizam a base de dados majo-
ritariamente para construir modelos de classificação e busca de produtos 
de Moda. No caso de Bhoir e Patil (2023), os autores empregam a base de 
dados no treinamento de um modelo que auxilia na busca visual de outros 
produtos semelhantes, de mesma categoria (Figura 4B). Em outro contexto, 
a pesquisa de Rocha et al. (2023) busca solucionar problemas relacionados 
aos consumidores cegos ao integrar aprendizagem profunda para identifi-
cação e categorização de manchas em roupas. Foram encontrados resulta-
dos satisfatórios, com alta acurácia.

Figura 4 Exemplo de imagens 

disponíveis na base de dados Fashion 

Image para treino (A) e utilização 

do modelo durante classificação 

de produtos de Moda (B)

Fonte Aggarwal (2024) (A) e 

Bhoir e Patil (2023) (B)
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Além destas bases de dados já mencionadas, há uma pulverização 
em outras 20, com diferentes objetivos e funcionalidades. Ressaltamos o 
caso das bases de dados Street Fashion Style datasetviii, StreetStyle e Stre-
et2Shop, construídas utilizando como referência imagens de pessoas nas 
ruas, não apenas desfiles de Moda ou produtos comerciais em lojas virtuais. 
Algumas das características dessas bases de dados se trata de rótulos vol-
tados para localização geográfica dos indivíduos, tornando possível propor 
modelo de recomendações específicas por regiões do mundo, ou reconheci-
mento da origem de um produto (Figura 5).

Outros bases de dados incluem iMaterialist (Figura 6A) e Shoppin-
g100k dataset (Figura 6B), que combinam imagens com uma série de rotu-
lagem textuais, envolvendo desde estilo das peças, como classificação e di-
ferentes tipos de golas e mangas, até elementos da linguagem visual (cores, 
especialmente), e público-alvo central do produto.

Figura 5 Exemplo de imagens e 

recursos disponíveis na base de 

dados Street Fashion Style 

Fonte Matzen, Bala e Snavely (2017)

Figura 6 Exemplo de imagens e 

recursos disponíveis na base de 

dados Street Fashion Style Dataset 

Fonte Guo et al. (2019) (A) e 

Alzu’bi, Younis e Madain (2023)



169

DATJournal  v.9 n.2 2024
 

Explorando bases de dados para treinamento de modelos em aprendizagem de 
máquina na indústria da moda

Os achados desta pesquisa delineiam implicações significativas tan-
to para a prática industrial quanto para as pesquisas na área. A diversidade 
de abordagens observadas reflete um campo em constante evolução, onde 
os modelos de aprendizagem de máquina oferecem potencial para transfor-
mar fundamentalmente a cadeia de valor da moda. Observamos uma quan-
tidade ampla de bases de dados disponíveis e pouco exploradas em pesqui-
sas científicas. A capacidade de construir modelos robustos de classificação, 
busca visual e detecção de características específicas abre caminho para a 
personalização de recomendações, melhorando a experiência do consumi-
dor e potencialmente impulsionando as vendas no comércio eletrônico.

Assim, a variedade de bases de dados e métodos empregados desta-
ca a adaptabilidade desses modelos aos desafios específicos do setor, desde 
a identificação de estilos nas ruas até a categorização de produtos com base 
em diferentes atributos. Para a indústria da Moda, essa flexibilidade oferece 
oportunidades para inovações em áreas como design, produção e marke-
ting. Ao mesmo tempo, para os pesquisadores, a multiplicidade de aborda-
gens sugere uma rica paisagem para investigações futuras, incentivando a 
exploração de novas fronteiras na convergência entre moda e inteligência 
artificial. Esses resultados fornecem uma perspectiva para ambas as partes 
interessadas, destacando o potencial de transformação da aprendizagem 
de máquina na moda e motivando avanços continuados para aprimorar a 
aplicação prática desses modelos inovadores.

Conclusão

Na integração crescente da tecnologia na moda, percebemos um 
promissor avanço na aplicação de técnicas de inteligência artificial nos 
processos produtivos e criativos. A aprendizagem de máquina, em par-
ticular, emerge como um impulsionador significativo de inovações na 
criação e recomendação de produtos, utilizando entradas imagéticas e 
textuais para guiar algoritmos na geração de novos itens. Dada a limitada 
aplicação desses métodos na pesquisa de Moda, especialmente no Brasil, 
conduzimos uma revisão sistemática da literatura e um estudo de múl-
tiplos casos para destacar possíveis trajetórias de utilização de diversas 
bases de dados na indústria e academia. O mapeamento abrange 26 traba-
lhos e 35 bases de dados de acesso aberto, proporcionando uma discussão 
das principais descobertas. 

Com isso, descobrimos que a Fashion-MNIST, Polyvore, Deep-
Fashion2 e Fashion Product Images Dataset são as principais bases de da-
dos utilizadas. Observamos que os seus empregos e funcionalidades variam 
de acordo com a natureza dos dados utilizados, indo desde a proposição 
de sistemas de recomendação, passando pelo desenvolvimento de mode-
los de compatibilidade de produtos até identificação geográfica dos consu-
midores.  A diversidade de abordagens destaca a capacidade dos modelos 
de aprendizagem de máquina em transformar a cadeia de valor da moda, 
proporcionando personalização de recomendações e melhorando a experi-
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ência do consumidor no comércio eletrônico. A flexibilidade demonstrada, 
tanto na escolha de bases de dados quanto nos métodos utilizados, oferece 
oportunidades de inovação em design, produção e marketing para a indús-
tria da Moda, enquanto motiva os pesquisadores a explorarem novas fron-
teiras na convergência entre moda e inteligência artificial.

Assim, buscamos evidenciar nesse trabalho a rica potencialidade do 
uso de métodos de aprendizagem de máquina na criação de novos produ-
tos, processos e pesquisas acadêmicas. Assim sendo, para pesquisas e ações 
futuras, sugerimos a busca pela facilitação do acesso e entendimento des-
ses métodos pelos pesquisadores, integrando-os a equipes de proposição 
de novas base de dados ou modelos de aprendizagem de máquina, gerando 
uma rede interdisciplinar que poderá apresentar avanço tecnológico signi-
ficativo.

Notas de fim
i	 https://github.com/zalandoresearch/Fashion-MNIST?tab=readme-ov-file	(Acesso	em	17	

jan. 2024).
ii	 	https://www.kaggle.com/datasets/zalando-research/fashionmnist	 (Acesso	em	17	 jan.	

2024).
iii	 https://github.com/xthan/polyvore-dataset	(Acesso	em	17	jan.	2024).
iv Polyvore foi, posteriormente, comprada pela SSNSE: https://www.ssense.com/en-nz 

(Acesso	em	17	jan.	2024).
v	 https://github.com/switchablenorms/DeepFashion2	(Acesso	em	18	jan.	2024)
vi	 https://paperswithcode.com/dataset/deepfashion	(Acesso	em	18	jan.	2023).
vii https://www.kaggle.com/datasets/paramaggarwal/fashion-product-images-dataset/

data	(Acesso	em	17	jan.	2024).
viii	 https://paperswithcode.com/dataset/streetstyle	(Acesso	em	18	jan.	2024).
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